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生成模型与计算数学

扩散模型中的计算数学问题

01
分布怎样演化？
粒子行为・Fokker Planck

02
怎样解决科学问题？
PDE・薛定谔桥・输运

03
怎样学习动力学？
Flowmatching・离散扩散

04
怎样控制误差？
数值分析・统计复杂度

05
怎样改变生成目标？
Posterior ・推理时扩展

贯穿全程的问题
密度路径

动力学与计算代价

动力学怎样实现目标分布？有限计算又会带来哪些误差？
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从生成问题到粒子方程

生成模型：从已有样本学习生成新样本

复杂数据分布 逐步破坏结构 简单噪声分布

加噪 加噪

生成 生成
X0 ∼ pdata XT ≈ N (0, I)

训练：学习如何去噪 生成：从随机噪声出发，求解生成方程
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从生成问题到粒子方程

粒子操作一：Transport 改变位置

搬运：粒子数不变 dZis
ds = vs(Zi

s).

连续性方程
∂sρs = −∇· (vsρs).

可压缩速度场能够改变局部密度。

粒子按速度场搬运，整体密度满足连续性方程。

Yiping Lu 从生成问题到粒子方程 4/88



从生成问题到粒子方程

粒子操作二：Diffusion加入随机扰动

独立重复试验的可能终点 dZi
s =

√
2Ds dWi

s.

热方程
∂sρs = Ds∆ρs.

单步位移尺度为√
∆s。

随机扰动使粒子散开；整体密度满足热方程。
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从生成问题到粒子方程

粒子操作三：Death / Birth改变相对质量

相对增殖

相对淘汰

∂sρ̃s = Vsρ̃s, ρs =
ρ̃s∫
ρ̃s

.

归一化选择方程
∂sρs = (Vs − EρsVs)ρs.

增长势高于平均的区域，质量占比增加。

重加权改变质量分配；纯选择不能扩大分布的支撑。
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从生成问题到粒子方程

三种粒子操作，对应一个密度方程

∂sρs = −∇· (vsρs)︸ ︷︷ ︸
transport

+ Ds∆ρs︸ ︷︷ ︸
diffusion

+(Vs − EρsVs)ρs︸ ︷︷ ︸
death / birth

搬运位置
x← x+ vs(x)∆s

加入扰动
x← x+√2Ds∆s Z

重新分配质量
wi ∝ eVs(xi)∆s

一个时间步：先搬运，再扩散，再选择

标准生成模型
V = 0：ODE或 SDE推送概率分布

后续的条件生成与推理时扩展
V 6= 0：引入权重、选择与粒子交互
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扩散模型与高维科学计算

分布演化方法在高维科学计算中的应用

高维PDE

密度演化与半线性方程

随机最优控制

值函数与反馈控制

薛定谔桥

端点之间的最小相对熵路径

非平衡最优输运

质量输运与增减

平衡态与高维积分

Gibbs采样与期望估计

反问题与不确定性

由观测得到后验样本

观测

共同思路：以分布和动力学描述问题，用神经网络与粒子方法近似求解。
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扩散模型与高维科学计算

Simulation free：训练时省去内层轨迹模拟
含义：计算训练损失时，无需先数值积分当前模型的动力学。

依赖轨迹的训练
当前模型 逐步积分整条轨迹 计算损失

Simulation free训练
随机时刻与样本 直接构造训练样本 计算局部损失

省去内层积分
减少训练中的多步网络调
用。

训练时刻可并行
不同时间点可独立抽取。

省去轨迹反传
避免内层积分的离散误差及沿
轨迹反向传播。

训练仍需抽样和局部计算；生成时通常仍需求解ODE或 SDE。
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扩散模型与密度方程

DDPM：多步加噪，可直接抽取单时刻样本

Xk =
√
1− βk Xk−1 +

√
βk Zk, Zk

iid∼ N (0, I).

X0 X1 Xk XK
加一点噪声 · · · · · ·

训练时直接采样任意噪声层

Xk | X0
d
=
√
ᾱk X0 +

√
1− ᾱk Z, ᾱk =

k∏
j=1

(1− βj).
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扩散模型与密度方程

训练去噪器：监督信号就是刚刚加入的噪声

Xt = αtX0 + σtZ, Z ∼ N (0, I), L(θ) = E
[w(t)‖ϵθ(t,Xt)− Z‖2] .

数据X0

已知噪声Z

Xt
神经网络
ϵθ(t,Xt)

预测噪声

直接比较预测与Z

ϵ∗(t, x) = E[Z | Xt = x], s∗(t, x) := −ϵ∗(t, x)
σt

= ∇ logpt(x).
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扩散模型与密度方程

Score描述密度在局部如何变化

s∗(t, x) = ∇x logpt(x).

高斯加噪下的另一种解释

E[αtX0 | Xt = x] = x+ σ2
t s∗(t, x).

无需知道密度，也能通过去噪学习 score。 x

pt(x) 局部 score方向

双峰分布示意

Score指向密度增大的方向；生成还需随时间调整动力学。
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扩散模型与密度方程

连续极限：用SDE描述从数据到噪声的过程

dXt = bt(Xt)dt+ gt dWt, X0 ∼ pdata, t : 0 −→ T.

t
数据 噪声

粒子轨迹示意：漂移搬运，布朗运动扩散

VP SDE: dXt = − 1
2β(t)Xt dt+

√
β(t)dWt.
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扩散模型与密度方程

Fokker Planck：从粒子运动到密度演化

粒子：Itô公式
φ(Xt)

密度：对偶方程
∂tpt = L∗

t pt

取期望
分部积分

d
dtEφ(Xt) = E

[(
bt · ∇φ+

g2
t
2
∆φ

)
(Xt)

]
.

前向Kolmogorov方程

∂tpt = −∇· (btpt) +
g2
t
2
∆pt.

漂移对应一阶输运，噪声对应二阶扩散。
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扩散模型与密度方程

用Transport 重现Diffusion的密度演化
设pt > 0足够光滑，Dt = g2

t /2仅依赖时间。

∆pt = ∇· (∇pt) = ∇·
(pt∇ logpt︸ ︷︷ ︸

score

)
.

x

−Dt∇ log pt 向外搬运

纯扩散使高斯密度变宽，示意

∂tpt = −∇·

(bt − Dt∇ logpt)︸ ︷︷ ︸
vt

pt

 ,

Żt = vt(Zt) probability flow ODE.
扩散的概率通量为−Dt∇pt。
其速度就是−Dt∇ log pt。

精确 score、相同初值且适定时：每个时刻的分布相同，粒子路径不同。
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扩散模型与密度方程

反向SDE：score系数为何是ODE的两倍？
生成时钟 s = T− t，ρs = pT−s；记 b̄s = bT−s，D̄s = DT−s。

∂sρs = ∇· (b̄sρs)− D̄s∆ρs = −∇·
[
(−b̄s + D̄s∇ log ρs)ρs

]
.

反向probability flow 多加一份 score输运 加入布朗扩散
[−b̄s + D̄s∇ log ρs]ds D̄s∇ log ρs ds

√
2D̄s dW̄s+ +

实现反向的密度演化 −D̄s∆ρs +D̄s∆ρs
两项在密度方程中相消

保留扩散后，反向漂移中的 score系数变为 2D̄s = g2
T−s

dYs =
[
−b̄s(Ys) + 2D̄s∇ log ρs(Ys)

]
ds+

√
2D̄s dW̄s.
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FLOWMATCHING与离散生成

Flowmatching：直接学习搬运概率质量的速度
本节时间方向：t = 0为先验，t = 1为数据

Żt = vt(Zt), ∂tρt +∇· (ρtvt) = 0.

回归局部速度vθ

可采样的 ρ0 数据分布 ρ1

min
θ

Et,C,Xt
[
‖vθ(t,Xt)− ut(Xt | C)‖2

]
.

训练用条件路径做回归；生成求解学到的ODE。
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FLOWMATCHING与离散生成

线性插值：对条件速度取平均，得到生成速度场

(X0,X1) ∼ γ, Xt = (1− t)X0 + tX1, vt(x) = E[X1 − X0 | Xt = x].

条件路径：同一位置可有多个速度

平均速度

t = 0 t = 1

为什么正确？
用链式法则，再取条件期望。

d
dtE[φ(Xt)] = E[∇φ(Xt)· vt(Xt)].

这就是连续性方程的弱形式。

端点耦合 γ 改变中间分布和速度场；独立配对一般不是最优输运。
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FLOWMATCHING与离散生成

Stochastic interpolants：连接flow与 diffusion

Xt = It(X0,X1) + η(t)ξ, ξ ∼ N (0, I), η(0) = η(1) = 0.

同一密度路径 ρt

ODE：漂移 vt

SDE：漂移 vt + νt∇ log ρt

扩散幅度√
2νt，νt ≥ 0

−∇·
[
ρt(vt + νt∇ log ρt)

]
+ νt∆ρt = −∇· (ρtvt).

加入噪声并补偿漂移，边际密度不变；路径分布仍然不同。
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FLOWMATCHING与离散生成

离散diffusion：把微分算子换成跳跃生成元
回到加噪方向：t = 0为数据，t = T为噪声

(Ltf)(x) =
∑
y ̸=x

qt(x, y)[f(y)− f(x)], qt(x, y) ≥ 0.

A B

M

qt(A,B)

状态图示意：M表示mask

Master equation
概率的流入率减去流出率。

ṗt(x) =
∑
y ̸=x

pt(y)qt(y, x)︸ ︷︷ ︸
流入

−pt(x)qt(x, y)︸ ︷︷ ︸
流出

 .

常用局部跳跃：每次只改一个 token。
Yiping Lu Flowmatching与离散生成 20 / 88



FLOWMATCHING与离散生成

反向跳跃率：离散世界的 score是概率比

q̄s(x, y) = qT−s(y, x) pT−s(y)
pT−s(x) , s = T− t, pT−s(x) > 0.

已知的正向跳跃
qt(y, x)

学习未知概率比
rθ(t, x, y) > 0

反向CTMC
生成数据

连续状态：∇ log pt 离散状态：pt(y)/pt(x)

SEDD用 score entropy学习正的概率比，再构造反向采样器。
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FLOWMATCHING与离散生成

Masked diffusion：逐渐遮住，再逐步恢复

Pr(Xi
t = · | Xi

0) = αt δXi
0
+ (1− αt) δM, α0 = 1, αT = 0.

t = 0

0 < t < T

t = T

用 数学 理解 生成 模型

用 [M] 理解 [M] [M]

[M] [M] [M] [M] [M]

独立吸收 条件恢复

给定数据，正向各位置独立加噪；反向恢复依赖整段上下文。
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FLOWMATCHING与离散生成

MDLM的训练：对不同遮盖比例加权计算交叉熵

L(θ) =
∫ T

0

−α′
t

1− αt︸ ︷︷ ︸
w(t)

E

 ∑
i:Xi

t=M
− logpθ(Xi

0 | Xt, t)
dt.

干净文本X0 随机 t与随机mask 预测被遮住的词

网络输入整段序列 损失只计入被遮盖位置

αt = 1− t, T = 1 =⇒ w(t) = 1/t.

在理想端点和SUBS参数化下，这是负对数似然的变分上界。
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FLOWMATCHING与离散生成

走向大语言模型：LLaDA与Dream的两条训练路线

LLaDA：从头训练
随机初始化→masked pretraining→ SFT

双向Transformer

学习多种mask比例下的条件预测
用扩散模型完成

语言预训练与指令跟随

Dream 7B：从AR模型初始化
预训练AR→ diffusion adaptation→ SFT

保留AR的移位预测结构

噪声训练与上下文自适应调度
利用已有语言能力

再学习任意顺序的恢复

共同问题：模型预测哪些条件分布？采样器怎样把它们组合成一致的联合分布？
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FLOWMATCHING与离散生成

并行恢复：边际准确，还需保留位置间的相关性

p0(AA) = p0(BB) = 1
2 =⇒ L(X0 | XT = MM) 6= L(X1

0 | XT = MM)⊗ L(X2
0 | XT = MM).

MM

AM或BM AA或 BB

AA、AB、BA、BB各 1/4

先恢复一处
更新条件分布

一次独立恢复两处

批量独立恢复通常有偏差；remask或 corrector 需验证目标分布的不变性。
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FLOWMATCHING与离散生成

DLM的数值问题：计算代价与采样误差

自回归

全序列扩散

Block diffusion

同时处理整段序列，多轮迭代

块内并行 块内并行 块内并行

NFE = 网络调用次数, token evaluations =

NFE∑
k=1

ℓk.

ℓk 是第k次调用处理的 token数；实际耗时还取决于缓存、注意力与硬件。

理论分析一致性、离散化与混合；实验报告质量、NFE、token计算量和延迟。
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生成机制回顾

三种生成机制及其密度方程

连续确定性
∂tρ = −∇· (ρv)

连续随机性
∂tρ = L∗ρ

离散跳跃
ṗ = Q⊤p

Flowmatching / ODE Score / reverse SDE Discrete diffusion / DLM

学到生成动力学以后，误差从哪里来？应该把计算花在哪里？
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理论：误差与复杂度

两类问题：动力学算得准，分布学得好
固定早停时间 τ > 0，先假定初始分布匹配。用同一个距离d比较四个分布。

数据分布p0 平滑目标pτ 连续输出qθ 离散输出qθ,M
平滑 学习 离散

先讲数值分析 固定模型，怎样选择求解器与步数M？
再讲统计复杂度 给定m个训练样本，模型能学到多准？

d(p0,qθ,M) ≤ d(p0,pτ )︸ ︷︷ ︸
平滑偏差

+d(pτ ,qθ)︸ ︷︷ ︸
学习误差

+d(qθ,qθ,M)︸ ︷︷ ︸
数值误差

.

训练数据量m、采样步数M与独立生成轨迹数N，是三种不同资源。
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理论一：数值分析

固定学习动力学：局部残差如何传到终点？
固定空间Ls Lipschitz 的学习场 vθ,s，L ∈ L1。ys 为精确解，ỹs 为数值插值。

ẏs = vθ,s(ys), rs := ˙̃ys − vθ,s(ỹs).

∥ỹS − yS∥ ≤ e
∫ S
0 Lada∥ỹ0 − y0∥+

∫ S

0

e
∫ S
u Lada∥ru∥du.

s
误差传播示意；Ls 决定局部残差在后续演化中的放大

一致性控制局部残差，稳定性控制误差累积。比较格式时还要固定网络调用预算。
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理论一：数值分析

EDM：把模型表示与求解器设计分开

Dθ(x, σ) = cskip(σ)x+ cout(σ)Fθ(cin(σ)x, cnoise(σ)) .

同一个去噪器Dθ

参数化与预条件 cin, cout 连续路径 噪声与信号缩放

积分器 Euler / Heun 网格 σi 随机性 噪声再注入

先固定去噪器，再比较时间参数化、网格和积分器。
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理论一：数值分析

以噪声 σ 为时间变量：怎样选采样网格？
pσ = p0 ∗ N (0, σ2I)；去噪器D∗(x, σ) = E[X0 | X0 + σZ = x]。

∇ log pσ(x) = D∗(x, σ)− x
σ2

,
dx
dσ =

x− Dθ(x, σ)
σ

(σmax → σmin).

σi =
[
σ
1/ρ
max +

i
M− 1

(
σ
1/ρ

min − σ
1/ρ
max
)]ρ

, i = 0, . . . ,M− 1.

均匀 σ

幂次网格

σmax σmin

定性示意：在低噪声区加密节点；效果仍取决于模型与任务

Yiping Lu 理论一：数值分析 31 / 88



理论一：数值分析

Heun：用预测点的斜率校正一步更新
记 fi = fθ(xi, σi)，fθ(x, σ) = (x− Dθ(x, σ))/σ，hi < 0。

xEi = xi + hifi, xi+1 = xi + hi
2

[
fi + fθ(xEi , σi + hi)

]
.

生成方向xi

Euler 预测

Heun校正
学习ODE的精确轨迹

几何示意；比较精度须同时报告网络调用次数NFE

在固定 σmin > 0、足够光滑且稳定时，全局误差为O(maxi |hi|2)。
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理论一：数值分析

DPM Solver：精确积分已知线性部分
概率流ODE可写成半线性形式，使用局部递增时钟 τ：

ẋτ = a(τ)xτ + c(τ)ϵθ(xτ , τ), Φ(τ,u) = exp
(∫ τ

u
a(v)dv

)
.

xτ1 = Φ(τ1, τ0)xτ0 +

∫ τ1

τ0

Φ(τ1,u)c(u)ϵθ(xu,u)du.

线性传播 Φ 解析计算 网络项 高阶求积

DPM Solver 进一步用半对数信噪比组织指数加权积分
平滑性与稳定性成立时，得到一至三阶专用格式

高阶方法减小求解误差，仍需另外控制网络带来的模型误差。
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理论一：数值分析

SDE采样复杂度：给定 score精度，需要多少步？
正向OU：dXt = −Xtdt+

√
2dWt；qh 为指数型离散的输出。

Chen, Chewi, Li, Li, Salim, Zhang，2023
真实 score全时段 L Lipschitz，L ≥ 1；m2

2 = E∥X0∥2 < ∞； γ = N (0, Id)，KL(p0∥γ) < ∞；各网
格点的L2(pt) score误差≤ η。

TV(qh,p0) ≲
√

KL(p0∥γ)e−T︸ ︷︷ ︸
先验失配

+(L
√

dh+ Lm2h)
√
T︸ ︷︷ ︸

离散误差

+ η
√
T︸︷︷︸

score误差

, h ≲ L−1.

学习：获得准确的 score 采样：控制时间离散由误差界连接

在相应矩与熵条件下，步数M = Õ(L2d/ε2)。下一问：需要多少数据才能获得所需的 score精度？
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理论二：统计复杂度

从有限训练样本出发：score误差由什么决定？
真实 score记为 s∗。用m个独立数据样本，在网络类 S 中最小化加权去噪损失 L。

R(s) :=
∫ T

τ

g2
t Ept∥s(t,X)−∇ log pt(X)∥2dt = L(s)− L(s∗).

R(ŝm) ≤ inf
s∈S

R(s)︸ ︷︷ ︸
逼近误差

+2 sup
s∈S

|L̂m(s)− L(s)|︸ ︷︷ ︸
统计估计误差

+ ∆opt︸︷︷︸
优化误差

.

表达能力
网络能否表示 score？
取决于数据结构与网络类

数据量
经验损失能否代表总体？
取决于样本数与函数类复杂度

优化
训练是否找到好的参数？
需要控制实际优化误差

减小训练损失需要同时控制泛化与优化。反复给同一数据加噪，不会增加独立数据量。
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理论二：统计复杂度

Girsanov：把 score学习误差转成分布误差
P：精确反向SDE，初始pT；Qθ：近似反向SDE，初始 π。

KL(pτ∥qθ,τ ) ≤ KL(P∥Qθ) = KL(pT∥π) +
1

2

∫ T

τ

g2
t EX∼pt∥sθ(t,X)−∇ log pt(X)∥2 dt.

pT，精确漂移

π，近似漂移

pτ

qθ,τ

同一个gT−s

生成时钟 0 ≤ s ≤ T− τ

端点KL≤路径KL

条件：相同非退化扩散系数；pT ≪ π；Girsanov指数为真鞅，能量可积。

加权 score风险给出KL上界，再由Pinsker 不等式得到TV误差。
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理论二：统计复杂度

样本复杂度：光滑性与维数怎样进入误差率？
OKO, AKIYAMA, SUZUKI ICML 2023
m个独立数据，p0 ∈ Bβ

∞,∞([−1, 1]d)，β > 0。
紧支撑、支撑内正上下界、边界充分光滑。采用指定网络类的ERM与早停连续反向SDE。

生成分布的统计误差

EDmTV(µ̂m,p0) ≲ m− β
2β+d (logm)8.

达到期望TV精度 ε的数据量

m = Õ
(
ε−(2+d/β)

)
. logm

log误差

较低维数

较高维数

固定光滑性，维数越高越难学习
理论幂指数示意，略去对数因子

在这类密度上，统计率接近minimax最优。找到所需估计器的优化成本仍需另行分析。

Yiping Lu 理论二：统计复杂度 37 / 88



理论二：统计复杂度

低维数据：统计收益与端点奇异性
前页针对全维Besov密度。若p0 支撑在零Lebesgue测度的流形M，而q ≪ Leb：
取OU加噪dXt = −Xtdt+

√
2dWt，m2

2 = E∥X0∥2 < ∞。

TV(q,p0) = 1, W2(pτ ,p0) ≤ (1− e−τ )m2 +
√

d(1− e−2τ ).

p0：流形上的质量 pτ：流形附近的概率质量

小噪声示意；蓝点为加噪样本，背景色不是密度等高线

未知线性子空间模型可利用内在维数改善样本复杂度，但需要相应结构与正则性假设。

降低平滑偏差的同时，也要控制小噪声下的学习与积分误差。
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ONE STEP GENERATION与流映射

少步生成：三类训练思路

路径几何

区间映射

输出分布

Rectified Flow / reflow 2023
重新配对端点，让生成轨迹更容易用少量步数积分

Progressive Distillation (2022) Consistency (2023)
Shortcut, MeanFlow, Boffi et al. (2025)
通过教师蒸馏或自洽训练，用一次求值代替多步积分

DMD SiD 2024
直接训练生成器，使输出分布接近目标分布

Boffi等的工作：从学习瞬时速度，到学习整段时间的流映射。
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ONE STEP GENERATION与流映射

一步生成：直接学习整段流映射
本节约定：0为噪声，1为数据；考虑确定性概率流 ẋt = bt(xt)。

Φs,t(xs) = xt, X̂1 = Φθ
0,1(Z), Z ∼ ρ0.

一次调用 Φθ
0,1

fs = Φs,1Z

X1

逐步积分概率流

流轨迹与映射箭头的结构示意

fs(xs) = ft(xt), f1(x) = x.

Consistency model 预测固定终点，flowmap描述任意时间区间的演化。
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ONE STEP GENERATION与流映射

同一个网络同时学习瞬时速度与流映射
用端点样本直接构造 It = (1− t)X0 + tX1，其中X0 ∼ ρ0、X1 ∼ ρ1。

Φθ
s,t(x) = x+ (t− s)vθs,t(x), v∗t,t(x) = bt(x) = E[X1 − X0 | It = x].

s

t

对角线：瞬时速度有限区间
流映射

Φθ
0,1：一步生成

0 1

速度的监督：FLOWMATCHING

Ldiag(θ) = E
∥∥vθt,t(It)− (X1 − X0)

∥∥2.
对角线上的回归学习瞬时速度。
区间内的vs,t 表示沿轨迹的平均速度。

参数化保证恒等边界，数据回归确定自蒸馏所需的速度场。
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ONE STEP GENERATION与流映射

流映射的三种自洽条件
在光滑性、ODE唯一性、恒等边界和正确对角速度下：

Lagrangian: ∂tΦs,t(x) = bt(Φs,t(x)),
Eulerian: ∂sΦs,t(x) + DxΦs,t(x)bs(x) = 0,

Composition: Φs,t = Φu,t ◦ Φs,u, s < u < t.

LSD

推进输出时刻

ESD

沿轨迹移动输入

PSD

复合两个较短映射

三种等式给出三种自蒸馏方法，刻画同一流映射，但优化过程不同。
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ONE STEP GENERATION与流映射

LSD：用网络自身的速度预测训练流映射
直接抽取 (X0,X1, s, t)，s < t；构造 Is，记 b̂t = vθt,t，λ > 0。

Ltrain = Ldiag + λE
∥∥∥∂tΦ

θ
s,t(Is)− sg

[
b̂t
(
Φθ

s,t(Is)
)]∥∥∥2 .

直接插值 Is y = Φθ
s,t(Is) sg[vθt,t(y)]

∂tΦθ
s,t(Is)

时间JVP

对齐局部速度

在线教师：sg停止梯度

数据同时训练
对角速度

无需预训练教师或逐步模拟训练轨迹，仍需计算时间导数并反向传播。
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从生成到推断

固定生成器，按观测或奖励改变目标分布

此前：学习生成器
Z ∼ pprior 7−→ X ∼ ppre.

训练确定模型，求解器近似采样。

接下来：按目标生成
π(x) ∝ ppre(x) ℓ(x).

观测、约束或 reward决定新目标。

预训练生成器 引导与粒子选择 校正采样偏差

本节约定：t = 0是噪声先验，t = T是输出数据。
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后验采样与推理时扩展

后验采样、奖励引导与成功样本搜索
本节生成时钟：t = 0噪声先验，t = T数据端

π(x) = ppre(x) ℓ(x)
Z , ℓ(x) = p(y | x)或eβr(x).

Posterior sampling
观测 y 的条件分布
刻画后验不确定性

Reward tilting
偏好与多样性权衡
β 控制集中程度

Max reward search
找到一个成功样本
A = {r ≥ r⋆}

X1:M iid∼ π =⇒ P{∃i : Xi ∈ A} = 1− (1− π(A))M.

采样关注整个分布的误差，搜索关注找到成功样本的概率。
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后验采样与推理时扩展

Reward guidance：Is José at work?
假设模型能够生成José的图像，现在希望让他出现在工作场景中。

基础分布：人物与不同场景
Rewardmodel
Is José atwork?
r(x) = Prϕ(at work | x)
用Doob value引导生成
at∇Gt(Xt), Gt ≈ log ht

期望的生成场景

AI合成示意：José at work

Reward表达对工作场景的偏好，guidance使生成过程更倾向这类图像。
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后验采样与推理时扩展

Doob guidance：从终端奖励到中途引导
当前状态的Doob value
给定当前噪声状态，对终端奖励势取条件平均：

ht(x) = EP[eβr(XT) | Xt = x].
可用未来模拟估计，计算量可能较大。

理想Doob漂移修正
at∇ loght(x), at = σtσ⊤

t .

实际guidance
用 Gt ≈ loght，加入漂移at∇Gt。
近似value可能引入采样偏差，需要进一步校正。

Reward评价终点。
Value引导路径。

SMC可校正引导偏差，有限粒子仍有误差。
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后验采样与推理时扩展

Doob value可以怎样计算？从当前状态模拟未来
从Xt = x出发，沿基础模型P独立模拟M条未来轨迹。

ht(x) = EP[ℓ(XT) | Xt = x], ĥt(x) = 1

M
M∑

m=1

ℓ(X(m)
T ).

当前状态x

t 第一步 终点T

X(1)
T ℓ(X(1)

T )

X(2)
T ℓ(X(2)

T )

X(3)
T ℓ(X(3)

T )

沿基础模型继续生成 评价终点，再取平均

三条独立未来轨迹示意；实际可并行模拟更多条

模拟未来可以估计value；完整 rollout 的代价，是每次都要生成到终点。
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后验采样与推理时扩展

DOIT：对转移核求导，只查询奖励值
QIJIE ZHU, ZEQI YE, HAN LIU, ZHAORANWANG, MINSHUO CHEN ICML 2026
本页hk 指离散生成器的value；φk(z | x)为一步转移密度，ηk > 0。

∇hk(x) = EP
[
ℓ(XT)∇x logφk(Xtk+1

| x) | Xtk = x
]
.

ĝk(x) =
M−1∑M

m=1 ℓ(X(m)
T )∇x logφk(X(m)

tk+1
| x)

ĥk(x) ∨ ηk
, 漂移修正 ≈ atk ĝk.

Proto：完整模拟未来
从每个候选继续生成到终点。
论文在相应假设下给出分布误差界。

Practical：用去噪估计替代终点
一步前瞻，复用当前 score。
更省计算，但另有代理近似误差。

无需奖励梯度或额外训练；仍需转移核对输入的导数，有限样本比值一般有偏差。
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后验采样与推理时扩展

SVDD：每条轨迹按 soft value选择下一步
LI ET AL.，NEURIPS 2025 值查询同时适用于连续和离散状态

PH
k (dz | x) =

Pk(dz | x)Hk+1(z)
PkHk+1(x)

, Hk = evk/α.

x

z1 H = 1

z2 H = 4

z3 H = 2

按未来值抽取一个
继续这条轨迹

有限候选K：自归一化选择通常仍有偏差

Zi
iid∼ Pk(· | x), P(J = i | Z1:K) =

Hk+1(Zi)∑
j Hk+1(Zj)

.
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后验采样与推理时扩展

专家相乘后，需要增加生灭项
Feynman Kac Correctors Skreta et al.，ICML 2025
先看两个正、光滑的热方程解；Dt ≥ 0仅依赖时间。

∂tpt = Dt∆pt, ∂tqt = Dt∆qt, ρ̃t = ptqt,

∂tρ̃t = Dt∆ρ̃t +
(
−2Dt∇ log pt · ∇ log qt

)︸ ︷︷ ︸
Vt：乘积带来的反应势

ρ̃t.

专家一pt 专家二qt 组合 ρt ∝ ptqt

×

同一时刻的密度形状示意；乘积强调两个专家共同支持的区域

热方程的解相乘，一般不再满足原热方程；补上反应势后，仍是扩散加生灭。
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后验采样与推理时扩展

从组合密度到三种粒子操作
各专家满足同类PDE。取 L∗

t ρ = −∇ · (btρ) + Dt∆ρ，乘积的余项仍是反应势。

ρ̃t =
∏
j
pλj
j,t, Vt =

∂tρ̃t − L∗
t ρ̃t

ρ̃t
.

∂tρt = −∇ · (btρt)︸ ︷︷ ︸
transport

+Dt∆ρt︸ ︷︷ ︸
diffusion

+(Vt − EρtVt)ρt︸ ︷︷ ︸
death / birth

, ρt =
ρ̃t∫
ρ̃t
.

搬运位置 加入随机扰动 复制与淘汰
高于均值复制
低于均值淘汰

温度退火 pβ
t 几何混合 pλ

t q1−λ
t 专家乘积 ∏

j pj,t

组合后仍保留这三种操作，可用加权粒子与重采样近似模拟。
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后验采样与推理时扩展

FK Steering：把终端奖励分解为逐步权重
TDS：后验条件采样，2023 FK STEERING：奖励引导，2025

H0(X0)

n−1∏
k=0

Hk+1(Xk+1)

Hk(Xk)
= ℓ(Xn), Hn = ℓ.

推进 跨轨迹加权与重采样 继续探索

颜色记录祖先；复制后的噪声独立。示意图

中间势函数引导粒子选择，完整路径权重决定最终采样目标。

Yiping Lu 后验采样与推理时扩展 53 / 88



后验采样与推理时扩展

URGE：在路径空间做Girsanov校正
WANG, WANG, REN, BLANCHET, LU ICML 2026

P : dXt = btdt+ σtdWt, Q : dXt = (bt + σtut)dt+ σtdWQ
t .

同一起始分布下的完整路径权重

R(X) = ℓ(XT) exp
{
−
∫ T

0

u⊤
t dWQ

t −
1

2

∫ T

0

‖ut‖2dt
}
.

满足条件的引导 u
提出有希望的路径

记录噪声与控制
累计路径似然比

周期性重采样
校正提议分布

校正权重无需 reward的梯度或Hessian，引导本身仍有计算代价。
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后验采样与推理时扩展

URGE：路径权重怎样变成边缘权重？
P为基础路径法则，Q为引导路径法则；Z = EP[ℓ(XT)] ∈ (0,∞)。

RT(X0:T) = ℓ(XT)
dP
dQ (X0:T).

Pathwise：权重依赖整条历史 Particlewise：只看终点
R(1)

T

R(2)
T

R(3)
T

x

相同终点，不同历史：条件路径示意

给定 XT = x
按 Q 对历史
取条件平均

边缘权重
校正终点分布

dπ
dQT

(x) = 1

ZEQ[RT | XT = x] .

精确加权得到同一终端分布，路径方法无需显式计算条件平均。
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后验采样与推理时扩展

ESS无法反映共同祖先造成的相关性
所有权重都相同

每步全量multinomial 重采样
颜色表示共享的历史

中性Brownian反例
每个粒子的终端边缘都是N (0, 1)。
局部ESS = N，但粒子之间相关。

MSE
(

1

N
∑
i

f(Xi
n)

)
≥ cmin

{n
N , 1

}
.

RMSE ≤ ε <
√c =⇒ N = Ω(nε−2), work = Ω(n2ε−2).

下界针对每步全量重采样；不能外推到所有自适应SMC。
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后验采样与推理时扩展

逐条路径拒绝采样：不复制其他路径的祖先
SMC：跨路径复制父粒子 CHILD REJECTION：只重试当前子步

t0 t1 t2 t3 t4 t0 t1 t2 t3 t4R R R R
A
B
C
D

多个后代可以继承同一段历史

✓ ✓
✓ ✓

×
×

拒绝
重试 接受

接受

拒绝后保留当前前缀，只重试这一步

Ai
k ∼ Cat(W1:N

k−1
), Xi

k ∼ Pk−1(X
Aik
k−1

, ·)
Y ∼ Pk(x, ·), U ∼ Unif(0, 1)

接受条件：U ≤
Hk+1(Y)
Mk(x)

Mk(x)是已知有效上界：0 < Hk+1(y) ≤ Mk(x)。

独立重跑整个路径采样器，就不产生跨路径的共同祖先。
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后验采样与推理时扩展

近似value留下路径权重，再用外层MH校正
固定起点X0 = x0；离散基准转移Pk；终端势Hn = ℓ > 0

QH
k (x,dy) =

Pk(x,dy)Hk+1(y)
(PkHk+1)(x)

, QH =

n−1∏
k=0

QH
k .

R(X0:n) =
ℓ(Xn)dPn

dQH (X0:n) = H0(x0)
n−1∏
k=0

(PkHk+1)(Xk)
Hk(Xk)

.

精确value：局部采样已足够
Hk = PkHk+1，所以R = H0(x0)。
终端分布就是目标。

近似value：父状态因子仍在
相邻H相消，剩余比值一般不消。
外层MH以 1 ∧ R′/R接受新路径。

SMC保留这些增量权重；只做局部拒绝，会遗漏完整路径的校正。

改用增广候选池提议后，可显式计算它的路径权重。
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后验采样与推理时扩展

Stein恒等式：用值查询估计引导方向

直接微分路线
Doob引导需要∇ logH。
局部PDE缺陷还可能需要 ∂tH与
Tr(a∇2H)。

值 梯度 Hessian
高阶导数增加计算成本

高斯分部积分：Z ∼ N (0, I)
1√
δ
E[ZH(µ+

√
δ σZ)]

= σ⊤E[∇H(µ+
√
δ σZ)].

关键一步：把引导的导数计算转成局部值查询。
接下来的问题：怎样同时得到低方差引导与可计
算的校正权重？

分部积分把导数换成值的期望；用于归一化引导的有限样本比值一般有偏差。
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后验采样与推理时扩展

Two Queries：用两次值查询近似Doob漂移

x µ = x + δb(x)

Y+ = µ +
√
δ σZ

H+ = H(Y+)

Y− = µ −
√
δ σZ

H− = H(Y−)

选择 Y±
概率 H±/(H+ + H−)

E[YJ | x] = x+ δ
(b+ a∇ logH)(x) + o(δ).

S =
H+ + H−

2
, Var

( S
ES
)

= O(δ2).

两点的值差决定引导方向，平均值抵消一阶随机扰动。
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后验采样与推理时扩展

Stein pool：一条轨迹内的并行值查询

Zi =

√
K

K− 1
(Gi − G), Gi

iid∼ N (0, I),
∑
i

Zi = 0.

H1

H2

H3

H4

H5

HK

µ

各方向均为标准高斯，总和为零

候选值的平均与方差
Hi = H(µ+

√
δ σZi)，S = K−1

∑
i Hi。

Var
( S
ES
)
≤ δ2C22

2(K− 1)
.

按Hi 归一化选择一个候选。
K = 2恰好回到对称的Two Queries。
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后验采样与推理时扩展

保留候选池，计算完整路径的校正权重
原始候选池（无局部MH）：保留增广状态，得到可计算的路径权重

R = ℓ(Xn)
n−1∏
k=0

Sk
Hk+1(Xk+1)

= H0(X0)

n−1∏
k=0

Sk
Hk(Xk)

, Hn = ℓ.

提议路径
所有候选与被选下标
都进入增广状态

校正按值选择的偏差
每一步贡献

Sk/Hk+1(Xk+1)

终端目标
未归一化路径权重

ℓ(Xn)Pn

π̂N(f) =
∑N

i=1 Rif(Xin)∑N
i=1 Ri

, {完整提议路径 i}Ni=1 相互独立.

权重恒等式是精确的，有限N的自归一化估计一般仍有偏差。
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后验采样与推理时扩展

外层MH：校正有限候选与近似value的偏差

ω′ ∼ Qaug, α(ω, ω′) = 1 ∧ R(ω′)

R(ω) .

当前路径

新提议路径

按完整权重比较
接受新路径

或保留当前路径

每个独立输出，可以重新运行一条外层链

dΠaug
dQaug

≤ M =⇒ ‖νKm
MH −Πaug‖TV ≤ (1−M−1)m.

不变分布正确，仍需控制有限步混合误差，其大小取决于路径权重。
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后验采样与推理时扩展

独立路径误差界：步数与轨迹数的关系
离散目标 πn，0 ≤ f ≤ 1，固定起点；满足手稿的矩与曲率条件

研究稿：独立路径的SNIS界

MSE ≤ 8e∆
N , ∆ ≤ 4A+

C22Tδ
2(K− 1)

.

A：累计Bellman缺陷。
若A, C2 对网格一致有界，固定K即可保持
N = O(ε−2)。

固定每条轨迹查询预算B = nK
nδ2
K− 1

=
T2

B
K

K− 1
, δ = T/n.

增加候选数的主要优势是并行查询。
固定B时，候选池噪声的误差界保持同阶。

条件一致成立时，加密网格不要求同步增加独立轨迹数。

Yiping Lu 后验采样与推理时扩展 64 / 88



研究展望

计算数学中的研究机会

分布与几何
薛定谔桥、非平衡输运
怎样学习受物理约束的路径？

数值与误差控制
刚性、网格、指数积分
局部误差能否指导全局预算？

离散与并行计算
跳跃过程、相关性、重遮盖
怎样量化并行更新的偏差？

推断与计算复杂度
值函数、粒子系统、路径校正
怎样量化额外计算的收益？
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研究展望

回到今天的主线

用可学习的动力学，把简单分布变成复杂分布。
SDE、ODE与跳跃过程描述不同的生成机制。
学习误差、离散误差与统计误差需要分别控制。
引导帮助探索，校正控制剩余的采样偏差。

Questions?
陆一平 BICMR, Peking University yipinglu@bicmr.pku.edu.cn
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专题备份

Rectified flow：重新配对，让生成路径更容易积分
原始端点对 (X0,X1) 第一次回归得到ODE 新端点对 (Z0,Z1)

学习条件速度 采样得到新耦合 再次回归：reflow

γnew = L(Z0,Z1), E c(Z1 − Z0) ≤ E c(X1 − X0) （凸函数c，理想精确设定）.

路径变直有利于大步长；一步采样质量仍受回归误差与离散化误差影响。
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专题备份

D3PM：先决定如何给离散数据加噪

Kk(x, y) = Pr(Xk = y | Xk−1 = x), Pr(Xk = · | X0 = x) = e⊤x K1 · · ·Kk.

均匀替换 局部替换 吸收掩码

A
B
C
D

A B C
A

B
[M]

D3PM用转移核描述加噪；absorbing mask是其中一种选择。
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专题备份

Score学习：低维结构如何减少样本需求？
X0 = AZ ∈ Rd，A⊤A = Ir，r ≪ d：未知线性子空间模型。

法向去噪

切向统计学习

结构示意

样本数n，早停时间 ε > 0

Rn =
1

T− ε

∫ T

ε

EX∼pt∥ŝ(t,X)−∇ log pt(X)∥2dt,

Rn = Õ
[
1

ε

(
n− 2

r+5 + dn− r+3
r+5

)]
.

潜在密度光滑且有高斯型尾界，潜在 score为 Lipschitz；使用
适配结构的网络类做经验风险最小化。

样本数的主要指数由内在维数 r决定；常数与余项仍含环境维数d。
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专题备份

随机corrector 如何修正采样分布？
固定噪声层级 σ > 0，用辅助时间 τ 运行Langevin：

dZτ = ∇ log pσ(Zτ )dτ +
√
2dBτ , −∇· (pσ∇ log pσ) + ∆pσ = 0.

transport predictor 降噪 Langevin corrector 层内混合 下一噪声层

以pσ 为不变分布

精确 score与连续 Langevin：保持目标分布
学习 score与有限步长：仍有模型与离散偏差

近似 score下，SDE与ODE的输出可能不同；加入随机性不保证精确校正。
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专题备份

流映射误差：要控制从先验出发的映射路径
真实流的速度为bt，边缘密度为 ρt；b̂t = vθt,t 对空间一致L Lipschitz，L ≥ 0。令
Gt = Φθ

0,t(Z)，Z ∼ ρ0；假设流存在，G0 = Z，Gt 绝对连续且二阶矩有限。

Ediag =

∫ 1

0

EX∼ρt∥b̂t(X)− bt(X)∥2dt,

Emap =

∫ 1

0

EZ∼ρ0∥Ġt − b̂t(Gt)∥2dt.

真实轨迹Xt 学习速度场的轨迹Yt 映射路径Gt
Ediag Emap

W2
2

(
(Φθ

0,1)#ρ0, ρ1
)
≤ 2e2L(Ediag + Emap).

Ediag 是FM excess risk；Emap 专门控制 s = 0的映射路径。
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专题备份

更多计算，分别用在哪些地方？

固定生成器与目标 π

n N K m
求解器步数

减小离散误差
轨迹数量

增加独立探索
局部候选数

并行查询未来值
外层校正步数

促进目标分布混合

同时报告：模型调用数、奖励调用数、延迟与内存

求解误差、引导偏差、粒子方差与混合误差，需要分别控制。

Yiping Lu 专题备份 72 / 88



专题备份

URGE实验：校正分布与增加粒子数

30维 Gaussian mixture
二维投影展示；报告MMD 0.06

SD v1.5 实验结果
在所报告的设置下，增加粒子数提高
了 ImageReward。
改进幅度依赖任务与预算。
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专题备份

数值结果：改善引导，再校正采样偏差
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21.8×
d = 64,K = 8：报告的引导MSE改善
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错设值函数：原始proposal 0.7282
加权后 0.6624；目标矩 2/3

近似值将轨迹引向有希望的区域；额外校正控制剩余偏差。
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技术备份：局部矩到整体误差

从候选池的局部矩，控制完整路径权重

原始候选池，固定起点X0 = x⋆；Hk > 0，Hn = ℓ。令Gk = PkHk+1，Tk = Sk/Gk(Xk)，A =
∑

k ak。
E[Tk | Fk] = 1, E[T2

k | Fk] ≤ 1 + vk, | log(Gk/Hk)| ≤ ak.

乘积鞅
Mn =

∏
k Tk

Bellman缺陷
e−A ≤

∏
k(Gk/Hk) ≤ eA

控制归一化权重
w = R/ER

EM2
n ≤

∏
k
(1 + vk), Ew2 ≤ e4A∏

k
(1 + vk) ≤ exp

(
4A+

∑
k

vk

)
.

ak, vk 是确定性上界；若vk ≤ δ2kC
2
2/[2(K− 1)]，则噪声按∑

k δ
2
k 累积。
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技术备份：局部矩到整体误差

SNIS误差界：用权重的二阶矩控制均方误差
完整提议路径相互独立，wi > 0，Ewi = 1，osc(f) ≤ 1；µ = πn(f)，w̄N = N−1∑

i wi。

µ̂− µ =
AN
w̄N

, AN =
1

N
N∑

i=1

wi(fi − µ), EA2
N ≤ Ew2

N .

事件 w̄N ≥ 1/2

误差平方≤ 4A2
N

事件 w̄N < 1/2

误差平方≤ 1，概率用Chebyshev控制

E(µ̂− µ)2 ≤ 4Ew2 + 4 Var(w)

N ≤ 8Ew2

N ≤
8 exp(4A+

∑
k vk)

N .

此界针对离散目标 πn；时间离散偏差与有限步MH的混合误差须另行控制。
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文献路线图

Diffusion：去噪回归怎样变成生成器？

代表论文 主要贡献 条件与局限
Diffusion Models
Sohl Dickstein et al.，ICML 2015 固定加噪链，学习反向链 仍有反向近似误差与多步成

本
多尺度 score 与 NCSN
Song, Ermon，NeurIPS 2019

多层噪声训练，退火
Langevin 生成 有限迭代未必充分混合

DDPM
Ho, Jain, Abbeel，NeurIPS 2020

加噪边缘有闭式，直接回归
噪声 简化损失采用特定权重

Score SDE
Song et al.，ICLR 2021

反向 SDE 与 probability
flow ODE 边缘分布等价依赖精确 score

DDIM
Song, Meng, Ermon，ICLR 2021

复用去噪网络，改变采样动
力学 有限步跳跃仍有采样误差
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文献路线图

Flow：怎样设计训练目标、端点配对与随机性？

代表论文 主要贡献 条件与局限
Flow Matching
Lipman et al.，ICLR 2023

回归条件速度，训练无需展
开轨迹 生成通常仍需求解 ODE

Rectified Flow
Liu, Gong, Liu，ICLR 2023

通过 reflow 改变耦合与轨迹
几何

条件路径为直线，生成轨迹
未必

Interpolant Flows
Albergo et al.，ICLR 2023

先指定插值，再回归概率流
速度 插值路径未必最优

OT CFM
Tong et al.，TMLR 2024 用端点 OT 耦合设计回归路径 小批量 OT 只是全局 OT 的近

似
Stochastic Interpolants
Albergo et al.，JMLR 2025

同一密度路径，选择 ODE 或
SDE 改变噪声须同时补偿漂移
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https://arxiv.org/abs/2210.02747
https://arxiv.org/abs/2209.03003
https://arxiv.org/abs/2209.15571
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文献路线图

离散生成：怎样学习跳跃过程？
代表论文 主要贡献 条件与局限
D3PM
Austin et al.，NeurIPS 2021

用结构化转移矩阵
定义符号的加噪过程

mask 是一种选择
并非唯一的离散噪声

CTMC Discrete Denoising
Campbell et al.，NeurIPS 2022

从转移矩阵到生成元
分析反向率与数值采样

tau leaping 有离散化误差
学习的跳跃率另有模型误差

SEDD
Lou, Meng, Ermon，ICML 2024

以 score entropy
学相邻状态的概率比

正的跳跃率保证过程合法
不保证全局概率比相容

Masked Diffusion (MDLM)
Sahoo et al.，NeurIPS 2024

利用吸收态结构
化简为带权 mask 交叉熵

推导依赖 SUBS 与端点
并行恢复仍需误差分析

Discrete Flow Matching
Gat et al.，NeurIPS 2024

指定条件概率路径
用端点后验构造跳跃率

生成仍然是随机跳跃
有限步近似仍需数值分析
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文献路线图

语言模型前沿：规模、计算结构与理论保证
代表论文 主要贡献 条件与局限
LLaDA
Nie et al.，NeurIPS 2025

从头完成扩散预训练
与指令微调

验证大规模训练可行
不代表普遍优于 AR

Dream 7B
Ye et al.，2025 预印本

复用 AR 权重与移位预测
再做扩散适配

初始化与数据预算不同
性能差异不能只归因于范式

Block Diffusion
Arriola et al.，ICLR 2025

块间顺序，块内并行
支持前缀 KV 缓存

块大小影响方差与计算
NFE 少不等于延迟低

Optimal Parallel Samplers
Jiang et al.，ICLR 2026

CoT 对应并行计算步骤
修改 token 可复用中间存储

结论针对电路表达能力
需计入 CoT 与轮内计算

MDM VGB
Jeon, Vuong, Tao，2026 预印本

用 verifier 引导回溯
给出目标分布与混合保证

一致乘性 verifier 误差界
目标条件于全揭示状态
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https://arxiv.org/abs/2606.28301
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数值分析文献：怎样降低求解代价？
代表论文 主要贡献 条件与局限
DDIM
Song et al. ・ ICLR 2021

保留训练目标，改变采样路
径 少步输出仍有离散误差

EDM
Karras et al. ・ NeurIPS 2022

分别设计预条件、网格与积
分器

实验支持特定组合，不保证
普适最优

DPM Solver
Lu et al. ・ NeurIPS 2022

精确积分线性项，近似网络
积分

高阶精度需要正则性；模型
误差仍在

DPM Solver++
Lu et al. ・ MIR 2025

数据预测、多步法改善引导
采样 强 guidance 仍会改变稳定性

UniPC
Zhao et al. ・ NeurIPS 2023 统一高阶预测与校正 复用历史求值提高阶数；仍

需正则性

Yiping Lu 文献路线图 81 / 88

https://arxiv.org/abs/2010.02502
https://arxiv.org/abs/2206.00364
https://arxiv.org/abs/2206.00927
https://arxiv.org/abs/2211.01095
https://arxiv.org/abs/2302.04867
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数值分析文献：给定 score精度的采样复杂度
代表论文 主要贡献 条件与局限
Score to Sampling
Chen et al. ・ ICLR 2023

把训练的平方误差转成采样
界

这里的基础定理要求
Lipschitz score

Nearly d Linear Bounds
Benton et al. ・ ICLR 2024

有限二阶矩下，步数近线性
依赖维数

目标经过早停平滑；准确
score 已给定

DDPM Rate: O(d/M)

Li, Yan ・ JMLR 2025
改进 DDPM 的全变差离散误
差界

比较 pX1 与 pY1；仍有 score
项

Diffusion on Manifolds
De Bortoli ・ TMLR 2022 处理低维支撑和终点奇异性 距离、早停与几何假设决定

结论
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https://arxiv.org/abs/2209.11215
https://arxiv.org/abs/2308.03686
https://jmlr.org/papers/v26/25-0272.html
https://arxiv.org/abs/2208.05314
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统计复杂度文献：样本量、数据结构与泛化
代表论文 主要贡献 条件与局限
Minimax Estimation
Oko et al. ・ ICML 2023

Besov 类下连接估计误差与
分布恢复

依赖指定的经验风险最小化
估计器

Low Dimensional Data
Chen et al. ・ ICML 2023

利用未知线性子空间的内在
维数

特定低维模型；不涵盖任意
流形

Dynamical Regimes
Biroli et al. ・ 2024

精确经验 score 的结构形成
与记忆

高维理想分析；不是任意网
络训练定理

Training and Memorization
Bonnaire et al. ・ NeurIPS 2025

训练动力学可分离泛化与记
忆时间

理论针对随机特征模型；深
网由实验支持
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https://arxiv.org/abs/2303.01861
https://proceedings.mlr.press/v202/chen23o.html
https://www.nature.com/articles/s41467-024-54281-3
https://arxiv.org/abs/2505.17638
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少步生成的起点：压缩更新、改变路径、匹配分布

代表论文 主要贡献 条件与局限
Progressive Distillation
Salimans & Ho，ICLR 2022

教师两次更新，蒸馏为学生
一次更新 需要预训练教师与多轮蒸馏

Rectified Flow / reflow
Liu, Gong & Liu，ICLR 2023

重新配对并训练速度，使轨
迹趋直

条件路径为直线，边缘轨迹
未必

Consistency Models
Song et al.，ICML 2023

同一概率流轨迹上，端点预
测一致

区分蒸馏与直接训练；多步
可再加噪

DMD
Yin et al.，CVPR 2024

用目标与生成分布的 score
差作监督

须估计生成分布；原版仍含
配对回归
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https://arxiv.org/abs/2202.00512
https://arxiv.org/abs/2209.03003
https://proceedings.mlr.press/v202/song23a.html
https://arxiv.org/abs/2311.18828
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流映射的发展：任意区间、平均速度与自蒸馏

代表论文 主要贡献 条件与局限
Flow Map Matching
Boffi et al.，TMLR 2025

用两时间映射连接 PDE 与
ODE 描述

关注解算子；不涵盖所有分
布匹配目标

Shortcut Models
Frans et al.，ICLR 2025

零步长回归；用两次短步监
督一次长步

存在自举误差与额外网络求
值

MeanFlow
Geng et al.，NeurIPS 2025

区间平均速度满足微分恒等
式

总导数 JVP 包含空间与时间
方向

Self Distillation
Boffi et al.，NeurIPS 2025

对角学习速度；非对角自蒸
馏映射

刻画同一流映射；优化行为
不同
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https://arxiv.org/abs/2406.07507
https://arxiv.org/abs/2410.12557
https://arxiv.org/abs/2505.13447
https://arxiv.org/abs/2505.18825
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推理文献一：条件生成、后验采样与搜索
代表论文 主要贡献 条件与局限

Classifier Free Guidance
Ho, Salimans，2022

混合条件与无条件预测
调节条件生成的强度

需要相应训练；混合 score
未必实现指定密度曲线

DDRM
Kawar et al.，NeurIPS 2022

在观测算子的谱坐标中
结合测量与预训练去噪器

主要针对线性逆问题
重建质量不等于后验准确

Noise Search
Ma et al.，CVPR 2025

评价器引导噪声搜索
算力用于比较与优化候选

研究质量与预算的关系
不保证后验采样正确
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https://arxiv.org/abs/2207.12598
https://arxiv.org/abs/2201.11793
https://openaccess.thecvf.com/content/CVPR2025/html/Ma_Scaling_Inference_Time_Compute_for_Diffusion_Models_CVPR_2025_paper.html
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推理文献二：用未来价值选择候选与路径
代表论文 主要贡献 条件与局限
Twisted Diffusion Sampler
Wu et al.，NeurIPS 2023

近似 value 改善提议
完整 SMC 权重校正偏差

固定生成器的条件分布
粒子数增大时渐近正确

Feynman Kac Correctors
Skreta et al.，ICML 2025

先指定整条密度曲线
再把 PDE 缺陷变成权重

边缘方程恒等式精确
仍有网格与粒子误差

FK Steering
Singhal et al.，ICML 2025

把终端奖励分解为路径势
通过重采样分配探索预算

目标由完整势乘积决定
有限粒子仍可能退化

Soft Value Based Decoding
Li et al.，NeurIPS 2025

从同一状态提出多个候选
按未来价值选择下一步

有限候选有选择偏差
MC 版仍需训练 value
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https://arxiv.org/abs/2306.17775
https://proceedings.mlr.press/v267/skreta25a.html
https://proceedings.mlr.press/v267/singhal25b.html
https://arxiv.org/abs/2408.08252
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推理文献三：怎样计算引导并校正偏差？
代表论文 主要贡献 条件与局限
DOIT
Zhu et al.，ICML 2026

用 Monte Carlo 估计
Doob 动态修正

Proto 理论使用完整 rollout
Practical 另含代理误差

URGE
Wang et al.，ICML 2026

用 Girsanov 路径权重
构造可计算的 SMC 权重

权重无需奖励导数
有限粒子并非精确采样

Two Queries / Stein
讲者研究稿

中心化值查询改善引导
保留完整路径供终端校正

依赖值函数、矩与曲率条件
下界针对每步全量重采样

单条路径的计算
网格步数与值查询数

独立探索的计算
完整轨迹数量

外层校正的计算
独立加权或 MH 迭代

Yiping Lu 文献路线图 88 / 88

https://proceedings.mlr.press/v306/zhu26ay.html
https://proceedings.mlr.press/v306/wang26ih.html
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